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流程概述
完整开发流程4-6个月，包含数据准备、模型训练、优化迭代、上线部署等环节。
技术调研 ➡️ 方案制定 ➡️ 评估指标明确 ➡️ 立项 ➡️
研发 ➡️ 测试 ➡️ A/B Test  ➡️ 上线 ➡️ 迭代
技术调研
技术调研是项目研发及其重要的一环，会决定整个项目技术栈的成熟度与先进性。
技术调研方向
技术前沿调研
目前这个领域最新的技术是什么？
收集学术领域最新研究成果，阅读论文+源码，实操体验。
行业实践调研
目前这个领域能落地的最新技术是什么？
目前这个领域行业内都是怎么干的？
标杆案例参考
研究行业领先企业的实践方案。包括整体架构设计、关键技术组件等。
途径包括：
公司间技术交流
大厂技术博客
伪装采购商获取供应商方案
通过分析企业宣传材料中的技术功能展示反向推导其技术栈
技术框架评估
明确各模块的技术成熟度，区分传统能力模块与创新能力模块。
行业水平定位
通过横向对比判断所技术框架在行业内的先进性和竞争力水平。
如何获取框架分析经验
项目实践：通过完成项目掌握核心环节。
行业案例研究：关注大厂博客和分享会、分析ToB企业公开的技术方案文档、研究行业落地项目的技术栈构成。
能力培养重点：先扎实掌握基础模块，再扩展领域专业知识。
完整技术调研结构
技术概述
范式演变
关键技术
评估体系
框架对比
技术调研对领导印象的影响
专业形象塑造：系统性的技术调研能向领导展示工作态度的严谨性，建立“靠谱”的职业形象。
方案可信度：基于充分调研的技术方案更具说服力，能体现决策过程的全面性和科学性。
决策支撑：通过展示竞品分析和行业最佳实践，为技术选型提供客观依据。
技术调研避免认知局限
技术更新预警：定期调研可防止因惯性思维沿用过时技术方案，保持技术敏锐度。
认知盲区突破：打破信息茧房效应，避免因长期固定领域工作形成的技术视野局限。
行业动态追踪：通过系统性调研掌握技术发展趋势，及时获取前沿技术应用案例。
自研方案输出
算法框架设计
模块能力划分：明确区分传统能力模块和新能力模块。
行业水平定位：框架在行业中的技术水平定位，是否包含前沿技术。
技术选型策略：响应时间是关键考量因素，优先使用速度快的传统方案。
FAQ系统核心流程
使用大模型从文档中抽取QA对。抽取QA对时可以用多个大模型抽取之后投票来提升准确率。
预设标准问，生成相似问。
所有QA对必须经过人工审核。
用户问题embedding之后和库中向量匹配，返回top5并设置阈值0.95-0.96。
不断完善QA库，提高FAQ覆盖率。
模块技术选型
传统能力模块
FAQ系统：性价比最高，响应时间50-100ms。
对话引擎：基于意图分类，100+意图库，快速响应。
新能力模块
RAG系统：响应时间1.5-5秒，需32B模型+24块GPU。
大模型闲聊：作为兜底方案，响应时间最长。
链路设计
优先级策略：摘要补全→FAQ→对话引擎→RAG→大模型闲聊。
摘要补全：使用1B以下模型，耗时几百毫秒。
项目规划与评估
技术先进性体现
创新模块：即使只有1%流量走的技术分支，也应包含创新点。
迭代计划：以季度为单位规划，Q1完成调研，Q2-Q4分阶段实施。
资源评估
GPU计算：参考DeepSpeed论⽂，计算显存占用。
成本控制：避免动辄数百万的项目投入，注重性价比。
能力要求
P7级别：需具备全栈项目把控和业务沟通能力。
决策能力：能准确评估和承诺各阶段交付指标。
对话系统分发和pipeline
pipeline与分发的概念
pipeline：各模块顺序执行，前一模块无法处理时才触发后续模块。
分发：决策节点动态选择路径（对话引擎/RAG/大模型），选定后不再尝试其他方案。
兜底处理差异：pipeline会遍历所有模块之后才终止，分发机制在选定路径失败后就终止。
pipeline与分发的选择依据
优先采用pipeline架构，因其避免额外分类模型引入的准确率风险。
分类模型隐患：大模型分类虽准但延迟高（>1秒），轻量模型延迟低但准确率可能不理想。分发节点若使用BERT等轻量级分类器（避免大模型延迟），可能面临十几分类准确率不足的问题。
分发应用的场景举例
多技术栈场景：当同一问题需要不同技术方案时（如商品对比需RAG，保修查询需对话引擎）。
汽车销售场景：
车型对比：必须使用RAG实时检索。
售后政策：可通过预置对话分支直接回复。
电商场景：
商品详情查询：可通过预置对话分支直接回复。
商品对比：使用RAG实时检索。
自研方案输出考量
baseline
基准定义：模型训练前的初始性能标准，作为改进效果的对比基线。
业务应用：在特定数据集上建立的评估基准，所有优化收益均相对baseline计算。
古典术语：源于传统机器学习时代，现仍广泛用于模型效果评估体系。
Coze等的使用
企业应用现状：大型企业普遍采购商用版或基于Dify自建。
面试警示：若被深入询问工具使用细节，需警惕团队可能偏应用而非研发。
工具定位：职能部门提效工具，算法人员只需掌握基础使用即可。
与行业内方案对比
调研重点：明确当前领域最新落地技术、行业通用做法，以及自研方案的差异化优势。
方案对比：需分析各模块技术方案异同，说明差异原因（技术先进性或业务适配性）。
水平定位：需明确框架中各模块的传统能力与新能力占比，评估在行业中的技术水平。
迭代计划：应包含短期优化和长期技术路线规划。
RAG项目逻辑
处理流程：Question→Query Translation→Embedding→Retrieval→Ranking→Generation。
文档切分：按段落/标题层级切分，需特殊处理表格等非结构化内容。
查询改写：关键环节，需处理多轮对话的主语省略问题（摘要补全技术）。
多路检索：向量检索为基础，结合Graph关系信息增强语义理解。
图谱融合：利用Graph提供干净的关系链信息，主要作为向量检索的补充。
排序模型：典型方案包括BGE Rank V2等，需与召回模型配合使用。
结果生成：检索排序后取Top N结果用于生成，简单方案可能直接传递原始检索结果。
技术瓶颈：检索模块效果天花板明显，主要依赖Sentence-BERT等双塔结构模型。
RAG生成器的重要性与拒识能力
核心要求：宁可拒绝回答也不可错误回答（业务容错率低，错误可能导致事故）。
拒识机制：需准确判断检索结果是否包含真实答案，对无关结果返回“不知道”。
抗干扰性：当检索结果相关性不高时，模型需具备过滤噪声信息的能力。
效果对比：实际项目中生成器质量对整体效果的影响远超检索模块。
生成器训练与验证
训练重点：强化拒识能力，通过负样本训练提高误检识别率。
验证方法：与行业最优模型对比测试（如达到SOTA水平）。
技术演进：持续优化生成质量判断、查询重写、动态检索等进阶能力。
效果指标：在保证准确率90%+基础上，逐步提升召回率和响应速度。
评估指标明确
指标明确要点
当前领域在行业内有没有公认的评估指标体系？
按当前方案指标能达到多少？
技术指标：如RAG的准确率90%、召回率60%（保护性策略：先保准确率压召回率）。
业务指标：如转人工率、点赞点踩比例（与业务对齐，确认是否存在业务指标上的分歧，是否需要分阶段达成）。
制定具体指标迭代计划。
避免随意承诺、避免业务方常见套路。
业务方、运营方与产品方的角色
业务方：需求提出者和最终使用者，承担研发成本并为效果买单（如电商客服部门）。
产品方：负责设计产品方案和用户交互逻辑，衔接业务需求与技术实现。
运营方：辅助业务方进行数据分析，可能参与算法数据标注和效果评估。
研发方：技术方案实施者，需协同各方明确评估指标和验收标准。
目标设定
行业基准对比：确定业内普遍水平，优秀案例，团队最终达成目标。
技术评估维度：需明确系统内部评估标准，如准确率、响应时间等技术指标。
业务评估维度：需与业务方共同制定可量化的业务指标，如人工替代比、场景覆盖率等。
指标对齐要点：必须与业务方就阶段性目标达成一致，避免后期争议。
场景分析与替代率评估
场景规模：项目涉及3000多个业务场景，目标实现80%的人工替代比（即仅20%工作量需人工完成）。
分析方法：逐个场景进⾏细致评估。
分类评估：将场景划分为故障类、咨询类等大类，每个大类包含数百个细分场景。由团队负责人评估各大类场景的完成率。
业务沟通策略：通过硬性数据分析说服业务方，避免主观争议。
准确率预估与成本分析
基础能力评估：团队快速评估能够稳定达成准确率约60-63%。
进阶提升方案：超过65%需引⼊校企合作等外部技术资源。需额外评估技术升级的成本投⼊。
实施策略：先确保基础场景覆盖，再分阶段提升复杂场景处理能力。
场景分析的效率与人员投入：3人团队高强度工作（下午+晚上）完成2700+场景分析，约1天完成全部场景的初步评估。
研发过程
数据集构造
训练数据来源
开源数据（55,000条，主要是常识数据）加垂域数据（36,000条，来自商城商品文档，通过文档一级标题进行chunk切分），总量约10万条。
开源数据获取
来源包括Papers with Code、Hugging Face、ModelScope等平台。
优先选择带上下文的中文问答数据集。
数据生成方法
将文档按标题切块后，用大模型生成QA对。
先抽取500-1000条样本进行人工标注，优化prompt模板。
批量生成后需人工抽检10%-20%，错误率超过30%需重新生成。
数据质量保障
测试人员或实习生负责抽检工作。
重点关注模型需具备的两种能力：准确回答能力（正例）和准确拒答能力（负例）。
将QA对与对应chunk组合构成可正确回答部分。
交换部分chunk和Q，并将A统一改为“上下文没有相关答案”，作为拒识部分。
图片和视频链接处理
多媒体处理策略
将图片/视频链接替换为特定格式的文本key。
训练时让模型学会原样输出这些key。
建立key与多媒体资源的关联映射表。
输出时将key替换为实际多媒体内容。
技术实现
图表内容可用专用插件转为格式化文本。
PDF内容使用OCR工具提取。
通过强化学习对齐，确保模型正确处理key。
训练和推理时模型的prompt
严格限制模型只能使用上下文信息，禁止使用内部知识回答。
对无答案问题统一返回拒识响应。
拒识数据配比
数据分
正例（可回答）占70-80%，拒识部分占20-30%。
拒识数据构建方法
相同商品不同问题（硬负例）。
不同商品直接交换。
确保chunk和问题有一定关联但无答案。
优化流程
先小批量（500条）测试效果。
根据bad case迭代prompt设计。
准确率达90%以上后批量处理。
有歧义句子的处理策略
问题类型：需要推理的句子；容易混淆的问题。
解决方案：
针对问题类型造数百条训练数据。
加入RLHF阶段进行优化。
通过强化学习精确调整模型行为。
强化学习的作用
核心价值
提供精确纠偏能力，针对特定bad case进行优化。
应用场景
处理hard negative样本。
纠正模型使用内部知识回答的问题。
优化对多媒体key的处理。
实施方法
收集bad case形成hard negative数据集。
通过强化学习将其标记为FALSE进行训练。
模型微调关键点
模型大小选择
可采用“大→小”或“小→大→小”的渐进式调整方法。
常规任务不超过32B，32B模型训练可能需要5-8天，但能获得更可靠的结果。
70B+模型会导致计算资源灾难性消耗，如72B模型需要数十张GPU。
谨慎使用思维链，这是把“双刃剑”。
基础学习率
初始值设为1e-6（大模型通用设置）。
根据训练曲线后续可微调至5e-7等值。
训练步数
至少500步以上才能保证效果。
数据量少时需特别注意步数与batch size的平衡。
收敛判断
主要观察训练曲线的震荡情况和收敛趋势。
持续不收敛可能需调大学习率。
微调方法选择
DPO需要成对数据，KTO可使用非成对数据，数据准备更简便。当前主流使用KTO。
部署流程
大厂通常提供一键式训练平台（如火山引擎）。
申请计算卡后自动调度多卡环境（24卡/32卡集群）。
计算卡需要排队（如32B模型需24-48卡，可能排半天）。
重要工具
主流框架集成TRL等训练方法。
vllm加速工具（性价比最高的架构方案）。
模型评估基础概念
Bad Case定义
专业术语：指模型上线后回答错误的数据案例，行业标准术语为“bad case”而非“错误案例”等非专业表述。
应用场景：实际工作中必须使用该术语进行专业沟通，特别是在企业环境和技术文档中。
评估标准体系
行业标准：包括BLEU等经典评估指标，是面试常见考点。
项目特性：每个具体功能都有专属的明确评估指标，不存在模棱两可的评判标准。
典型评估指标
核心指标：准确率（Precision）和召回率（Recall）是最常用的评估指标。
示例说明：以客服对话摘要任务为例，评估标准是模型能否完整准确地提取客服提供的解决方案。
大模型评估原则
绝对性标准：所有大模型任务都必须有明确的是非判断标准（对/错）。
拒绝模糊性：严格禁止使用主观性强、无法量化的评估指标。
Qwen-7B模型训练
STF参数设置
基于LLama-Factory框架进行全参微调。
学习率：5e-7
epochs：4
batch size：1
gradient accumulation steps：16
warmup ratio：0.1
推理参数
temperature：0.1
训练结果
总query数314个，能匹配chunk的query有54条。
在54条数据上进行了生成器效果的初步测试。
问题表现：
拒识数26个，对上下文较长的数据误拒识率高。
28个生成回答的数据中，错误数目为7各，正确率仅75%。
回答错误原因包括括未能正确理解问题、没有定位到最合适的内容、未成功拒识。
优化方向
调整chunk划分策略。
优化长文本处理能力。
增加相关训练样本。
较小的模型可能无法充分理解上下文和问题，考虑增大模型。
Qwen-32B模型训练
训练结果
31条回答中错误5个，准确率从7B模型的75%提升到84%，提高9个百分点。
风险阈值
准确率低于80%需报风险，当前84%接近可接受水平（90%）。当前测试集规模较小（仅300+条）。
典型错误分析
需要从“适用于系列车型”推理出“具体车型适用”。当前模型缺乏这种推理能力。
优化方向
检查数据集是否过于庞大导致脏数据。
对于可正确回答部分的数据，去除字符数<100且含“售后”or“QA”的chunk。
加强数据抽检覆盖度。
考虑引⼊思维链（两步推理）机制。
预期目标：在5000+回归测试集上达到90%，确保上线后稳定保持90%准确率。
思维链引入
思维链介绍
什么是思维链
基本概念：CoT（Chain of Thought）指模型先显示生成思考过程再输出结果。
起源发现：在GPT-3测试中发现prompt中加⼊“think step by step”后，模型解决数学问题的能力显著提升。
核⼼价值：通过显式思考过程激活模型的推理能力，特别是对原本无法解决的问题。
思维链的设计方法
研究现状：存在数十篇相关论文探讨不同思维链设计方法。
设计原则：可根据任务需求选择前置思考（判断答案存在性）或后置验证（检查答案正确性）。
应用案例：在抖音评论审核等风控项目中，加⼊思考步骤可使准确率提升十几个百分点。
思维链的使用方法
轻量化策略：最简单的思维链只需两步思考过程。
适用场景：当模型大小和数据质量都已优化到位时，可作为效果提升策略。
实施建议：在prompt中明确要求模型分步思考，并结构化输出思考结果。
思维链的优缺点
优势：
结构清晰，逻辑性强。
能处理更复杂的场景和问题。
准确率提升显著（案例中从84%提升7个点）。
劣势：
生成token数量显著增加。
模型响应时间延长。
需要改造训练数据适配新格式。
小模型可能无法有效执行复杂推理步骤。
隐式思维链
研究发现：论文证实若不显式输出推理过程，模型不会真正思考。
实验验证：显式生成⽐隐式思考准确率高几个百分点。
实践结论：必须显示生成推理过程才能获得思维链的效果提升。
引入两步推理
推理必要性
模型在生成回答时需要理解问题和上下文，但有些问题不够直观或易于理解。如果模型具备推理能力，能提升效果。
两步生成机制
第一步：判断问题能否在上下文中找到答案。
第二步：如果能则输出答案，不能则拒识。
实现难点
实际输出无法展现第一步的思考过程，需要改进为两阶段输出。
两步思维链
JSON格式设计：
字段1：“问题答案是否存在于上下文中”（True/False）。
字段2：“问题答案”（存在时提取，不存在返回固定提示）。
思考步骤：
明确问题语义，确定主谓宾。
详细阅读上下文，理解内容。
判断答案存在性并相应输出。
修改数据生成prompt：
prompt="""给定一段上下文和一个问题，请你仔细思考，作出回答。
1.你首先需要明确问题的语义，可自行思考并补充完整，确定主谓宾；
2.对给定上下文进行阅读，详细了解该上下文的每⼀句话，明确其中包含了哪些内容；
3.明确上下文中是否存在问题的答案。如果存在，请提取出问题答案，如果不存在，则返
回"上下文内容没有相关答案"；
（后续JSON格式要求）
"""
备选方案：7B拒识模型
训练Qwen2.5-7B作为前置模块，专门判断答案是否存在。
7B模型先判断上下文是否包含答案。
无答案直接返回，有答案再调用32B模型生成。
优势：减少大模型的不必要调用，平衡效果与响应速度。
评估结论
测试表现
在324个能检索到相关文档的问题中，模型拒识127个，回答197个，其中正确180个，错误17个，准确率约91%。
典型错误类型
答非所问：模型未能理解问题本质，如“挪客的行李架通用吗？”回答“不可以，因为这款产品的钥匙不具备通用功能”。
前后矛盾：如“多高的小孩能骑这个儿童平衡车？”先回答“True(有答案)”，后补充“上下文未提及适用身高信息”。
主语混淆：回答中将“儿童平衡车”误作“儿童折叠滑板车”。
格式违规：未按规定的思维链（COT）输出格式响应。
问题分析
数据局限性：初始测试集仅300+案例，扩大后准确率降至90%以下但保持相对稳定。
推理缺陷：当问题需要简单推理时，原两步思维链模型表现欠佳。
改进策略
数据清洗：按长度过滤无效文本片段，剔除无实质内容的问答对。
思维链升级：将两步推理扩展为四步推理框架，参考相关论文提升复杂问题处理能力。
方法论建议
先验优化：项目初期应采用最复杂方案（大模型+复杂方法）确保达成基础目标（如95%准确率）。
后验简化：达标后再考虑优化计算成本和模型精简。
加入CoT且优化后的prompt
限制模型使用内部知识
知识边界限制：明确要求答案必须来自给定上下文原句，禁止模型使用内部知识进行杜撰或推测。
拒识场景强化：设计了11种必须返回“上下文内容没有相关答案”的情况，包括推测性回答、非直接回答、不确定回答等。
格式规范：要求输出包含完整推理过程和最终答案，且都只能出现⼀次。
显式输出答案是否存在
JSON格式输出：强制要求输出包含“问题答案是否存在于上下文中”和“问题答案”两个核心字段。
思考阶段显式化：要求模型先明确问题语义和上下文内容，再判断答案是否存在。
两步CoT与四步CoT
四步推理流程
理解问题含义（确定信息需求）。
理解上下文含义（定位相关语句）。
判断语句回答质量（全面性/准确性评估）。
输出答案或拒识。
两步简化版
判断答案存在性（True/False）。
提取具体答案或拒识。
Hard Negative数据构造
构造要点
拒识数据需保持问题与上下文的强相关性。
正样本应包含需要多步推理的长上下文案例。
分工策略
一人构造无答案的拒识数据（问题与上下文相关但无直接答案）。
一人构造有答案的复杂数据（长上下文+需要推理的问题）。
无答案数据构造
构造方法：
交换关联chunk：如将描述“防水”的文本与“防摔”文本对调。
核心特征：问题与上下文高度相关但无直接答案（如问手机防水性，上下文讲材质防摔）。
训练目的：
强化第二步思考，准确判断上下文是否包含答案。
解决常见bad case，避免“拒识不准确”问题。
有答案数据构造
难度增强方法：
延长chunk：增加查找答案的难度。
问题改写：使用“口径”代替“直径”等晦涩表述。
数据特征：
需要推理转化（如“口径”→“直径”）。
答案位置隐蔽（长文本中关键信息占比低）。
Hard Negative数据构造目的与意义
模型能力提升：
加强四步思考：特别是问题理解和答案定位能力。
处理两类复杂case：
高相关无答案（避免过度推测）。
长文本隐式答案（提升信息提取能力）。
实施效果：
模型推理逻辑性显著增强。
长上下文处理准确率提升。
拒识判断更加精准。
bad case处理
收集代表性bad case（纯错误类型），数据增强生成相似错误样本。
实施阶段：
第一阶段：构造基础难例（相关无答案/晦涩有答案）。
第二阶段：加入典型错误样本。
最终产出：增强版训练数据集。
模型对齐优化
SFT阶段
SFT阶段上限
当模型通过监督微调（SFT）后性能趋于稳定，即使增加1-2万数据准确率变化也不大，参数调整效果有限，但仍存在持续错误。
数据调整
积累训练数据达十几万条，新增数据量有限。优化重点转向对齐技术，用少量数据精确调整模型表现，聚焦复杂场景下的错误案例。
CoT设计及其对模型效果的影响
数据生成：SFT阶段灌⼊带思维链的数据（由GPT-4生成）。
效果提升：相同模型下，设计不同思维链（CoT）可带来显著效果提升。
优化过程：从无CoT→两步CoT→四步CoT→精简三步CoT。
成本考量：思考过程过长（数百token）会导致QPS>10时24卡GPU成本激增（约100万/年）。
模型对齐
模型对齐的时机与条件
时机：当模型通过SFT后性能趋于稳定，且仍存在持续错误时，就需要进行对齐。
条件：当模型将被用作特定任务的生成器（如分类器）时，可以接受原始能力部分降低的代价。
强化学习与模型对齐
新兴趋势：当前存在跳过SFT直接使用强化学习完成对齐的趋势，部分框架发现对齐过程对模型影响更大。
实践案例：已有团队采用直接对齐方案，使用几万条数据即可完成模型训练。
对齐实施策略
两阶段训练：先将原始数据集改为CoT形式进行SFT，再使用hard negative和bad case数据进行对齐。
数据规模：强化学习通常需要高质量数据，1000-2000条已算较多，复杂任务也不需要过多数据。而SFT需要大量数据（十几万条）。
标注简化：采用KTO方法时只需标注FALSE（负向反馈）和TRUE（正向反馈）。
关键区别：KTO可多次对齐，SFT通常单阶段完成。
KTO对齐
对齐目的
在推理能力以及输出格式上进行偏好优化，更好针对复杂场景与bad case。
数据构造
依据测试结果加入容易出错的例子作为负例，在训练中减小类似错误输出的概率。
构造600个无答案的chunk-query对。
随机抽取600条回答+拒识数据，通过GPT-4生成思考过程+答案。
随机抽取训练集另外600+600条数据（无思考过程）作为反例。
加上部分badcase数据，总共2525条数据。
格式对齐
针对复杂场景和bad case优化输出格式，提升模型在推理能⼒和格式规范上的表现。
推理步骤
理解问题意图。
在上下文中定位相关语句。
判断回答的全面性、准确性
仅输出上下文原句或标准拒识回复，严格分离推理过程和最终答案。
拒识条件
答案需为上下文原句。
禁止推测性内容。
明确规定11种拒识场景。
测试表现
在1182个测试数据中，有效回复249个（正确233个，错误16个），准确率93.6%。
现存问题
用户意图模糊时未有效拒识。
原句输出限制导致灵活性不足。
优化方向
训练prompt优化。
意图不明确：在prompt里对意图不明确、没有拒识的问题做进⼀步描述。
回答灵活性：之前要求输出原始内容，限制了回答灵活性，发现很多问题只回答原句没有正面回答问题，因此在不改变原有含义的情况下，对原句进行润色或完善后再输出答案。
优化策略：训练时先做强限制，指标基本没问题后，逐步放开限制，保证准确率的同时让回答更拟人化、更让人接受。
工程实践
开发流程：首日完成prompt编写和调试，后续主要等待数据生成和效果验证。
工程能力需求：需要掌握基础工程技能，包括编写并发脚本、搭建训练环境等。
数据生成工具：可使用GPT-4等模型辅助生成数据，通过循环请求和并发处理提高效率。
成本考量与模型选择策略
资源配置：L40S显卡（48G）月租金4500元，24卡月成本约9万元。
业务需求：抖音主业务QPS可达100+，需平衡效果与成本。
模型选择：
优先用传统模型解决适用场景，避免过度依赖大模型。
Qwen等深度思考模型可能生成过长思维链（数千token），不适用于实际场景。
特定领域任务更适合使用专门设计的思维链，而非通用深度思考模型。
训练灵活性：使用思维链数据训练后，推理时仍可修改prompt中的限制条件（除推理步骤外）。
模型蒸馏
模型训练推理表现与优化
推理步骤精简：将原有的四步推理精简为三步，显著减少了响应时间。
输出格式规范：采用 few-shot 示例规范输出格式，要求答案必须忠于原文但可自由组织语言。
准确率：测试显示，195个非拒识答案中有192个正确，准确率达98.5%。但拒识数量高达65个，显示模型过于谨慎。
线上数据：每日处理5000条线上数据时，准确率稳定在92%-95%，满足业务90%的基线要求。
速度优化：Qwen3版本相比2.5版本在相同TPM下速度快近一倍，推理速度提升30-50%。
参数规模：32B模型经过优化后达到项目准确率要求，但需关注资源消耗问题。
模型蒸馏的挑战与策略
模型蒸馏的挑战
参数规模悖论：在相同的硬件和加速框架条件下，Qwen2.5-14B在实际部署中不一定比32B更快。
准确率差距：14B模型在相同测试集上的准确率约为92.8%，与32B的95%以上存在明显差距。
数据补偿：需要针对性地补充SFT（监督微调）训练数据，特别是针对bad case构造hard negative样本。
评估验证：必须进行实际测试，验证小模型是否真正能带来预期的速度提升。
模型蒸馏的策略
渐进式蒸馏：采用32B→14B→7B的“祖→父→子”分层蒸馏策略，效果优于直接从32B蒸馏到7B。
分层拟合：先训练14B作为中间层，再蒸馏到7B，本质上是分阶段管理拟合空间的复杂度问题。
数据增强：从原始训练数据中提取hard negative样本加入蒸馏训练，通过数据增强可将14B模型的准确率提升2个百分点，达到95%左右。
对齐微调：针对小模型的特定问题领域进行数据补充和微调对齐。
模型蒸馏的实践与应用
实践与效果
业务适配：某些团队为控制成本，直接禁用14B级别模型，采用更小规模的模型（如1B级）。
工业价值：有效的蒸馏可以降低大模型项目的成本，是专门的研发方向。
数据工程：如何组织训练数据以最大限度保留大模型能力是核心研究课题。
性能天花板：蒸馏模型的准确率通常不会超过原始模型，重点在于控制性能降幅。
应用实例
NL2SQL：将模型蒸馏至1B规模以满足实时性要求。
自动标注：利用32B模型标注业务数据（十几万至二十万条）作为蒸馏训练集。
成本与效率
资源消耗：32B模型训练时间长、资源需求大，而14B/7B可显著降低成本。
部署性价比：需要平衡模型大小与推理速度，实际测试显示小模型不一定更快。
输出量影响：输出量大的任务可能会抵消小模型带来的潜在速度优势。
模型性能测试与对比
性能问题：32B大模型存在输出过于谨慎（65个限制条件）和推理耗时过长（5-6秒/条）等问题。
蒸馏方案：将32B模型的知识蒸馏到14B/7B小模型上，使用相同的微调数据集。初始正确率为92.8%，与32B模型存在差距。
优化措施：补充开源数据集（1w+）和业务数据（2000+）。构建针对bad case的 Hard Negative 数据集（1000+）。
优化效果：最终正确率提升至95.1%，虽然未达到32B模型的水平，但已满足业务指标。
模型性能测试和对比
常识数据性能对比
数据集构成
为了进行性能对比，从Survey中筛选了中文 Benchmark: RGB。论文名为 "Benchmarking Large Language Models in Retrieval-Augmented Generation"。该数据集包含300个中文问题，每个问题有5-10个包含正确答案的段落和10-35个密切相关但不包含答案的段落。作者利用大模型生成答案，段落则从网上爬取。
噪声测试
通过设置含噪率（0-1.0）来控制干扰段落的比例。含噪率0表示所有段落都与问题相关；含噪率1.0表示所有段落都是干扰项，此时模型需进行拒识。
评估指标
准确率：判断输出是否包含答案关键字。
含噪率1.0时：检测模型是否正确输出了拒识内容。
数据特点
干扰段落均为hard negative（例如日期差异），需要模型具备深度的上下文理解能力。
业务数据性能对比
测试模型
比较了自研模型与 MindGPT、GPT-4o、Qwen-32B、DS-32B 等商业模型。
所有模型都统一设置 temperature=0.05，并使用固定的prompt模板。
原始数据经过人工修缮后进行测试，以解决网络爬取和大模型生成数据中的质量问题。
模型性能对比结果
自研模型的平均准确率达到93.61%，表现优于除了DS-32B（95.11%）以外的商业模型。
在含噪率1.0（全干扰）的测试中，自研模型的拒识准确率达到76.33%，与DS-32B持平。
自研模型的整体表现已达到商业模型标准，并且部分指标甚至超过了主流模型。
模型训练策略有效性
验证方法：对比7B/14B原模型与训练后模型在RGB测试集表现。
提升效果：14B模型平均准确率从87.56%提升至88.56%；7B模型从85.89%提升至87.06%。
项目周期：完整研发流程耗时5~6个月。
模型性能分析与优化
核心优势
自研模型性能最佳，主要原因是其优异的可控性。对于模糊或无答案的问题，模型能准确拒识，避免了推断、猜测或使用自身知识来回答。
现存问题
错误拒识：模型有时会正确分析了问题，但仍然错误地拒识（占比约3.7%）。
答案错误：模型未能找到正确的答案。
实体替换缺失：在少数情况下，由于未能进行实体替换，模型会认为商品名称不明确或不一致，导致识别失败。
拒识严格：模型对拒识能力过于重视，导致有时过于严格，召回率较低。
优化措施
再次进行KTO对齐。
KTO（直接偏好优化）数据集：人工构建KTO数据集，将所有拒识的bad case作为训练中的负例。将人工校对后的正确输出作为正例。
加权复制：对于高频错误或严重的问题案例，通过加权复制的方式，将它们多次放入训练数据中。人工修改问题表达方式，以保证问题不重复。
优化效果
在历史测试集上，准确率从92.2%提升至95.3%，在5000个案例的扩大测试集中，准确率达到95.3%。
技术路线梳理
流程
基础流程：大部分模型训练流程相对简单，包括数据准备、模型训练、调参优化和业务测试。
难点案例：代码模型开发具有特殊挑战性，需要处理复杂的代码仓库结构和实现完整的代码补全功能，开发周期可能长达一年以上。
后续技术方向
超长上下文理解
现有问题：RAG受限于检索模块，存在“lost in middle”现象（长文档中间部分理解差）。
技术路线：
优化数据集设计（海量数据 + CoT等技术）。
改造注意力机制（增加中间部分权重或分块计算）。
目标：支持几百k token的上下文，直接定位答案，从而简化RAG流程（省去检索排序）。
训练挑战：需要重新训练模型，需要大量计算资源（100+GPU卡），资源消耗大。
后续业务方向
场景扩展
当前：电商商品配置咨询。
规划：扩展至售后流程建议等增值服务。
覆盖策略
广度：覆盖不同商品大类（如电器）。
深度：覆盖各类问题倾向（如材质、保质期）。
蒸馏补充
优先使用大模型的训练数据直接蒸馏小模型。
效果不佳时，通过大模型生成补充数据。
hard negative 需针对模型的特定薄弱环节构建。
在线与离线模型训练
离线训练：传统批量训练模式，适用于大多数场景。
在线训练：如DPO online，适用于代码补全等可自动收集正反馈的场景。
更新频率：在线训练通常按天或固定时段更新，非真正实时。
推荐系统参考：类似抖音推荐系统的动态更新机制，但NLP领域应用较少。
模型效果诊断与优化
PRF指标分析
在评估模型效果时，需要分别统计每个实体类别的精确率（Precision）、召回率（Recall）和F1值（F1-score），不能只看整体平均值。
例如，如果整体准确率为70%，可能是因为部分类别表现很差。
如果所有类别的PRF都在70%左右，需要检查数据量是否充足；如果部分类别特别低，可能是数据分布不均导致的。
特殊案例处理
当测试案例与训练数据差异较大时，可以使用大模型生成该实体的多种表达方式来扩充数据，这种方法在UIE（通用信息提取）框架下效果显著。
如果使用开源数据集训练效果不佳，首先要区分是全局性问题（所有类别效果差）还是局部性问题（特定类别效果差）。
问题定位与解决方案
训练数据与参数设置
排查流程：
检查测试句子与训练数据的相似度。
验证训练参数设置，例如学习率。
确认整体数据量是否充足。
典型场景：当测试集和训练集分布相似但效果仍然很差时，问题大概率出在训练参数而非数据上。
小模型特性：传统模型（如UIE/BERT）的泛化能力有限。当效果不佳时，90%的问题都源于数据覆盖不足。
长文本与实体提取问题
UIE框架的局限性：在提取长实体时，可能会出现完全漏提（低召回）或错误截断（例如，"老人群"被提取为"老人"）的问题。
解决方案：在训练数据中补充长实体样本，保持实体长度分布与真实场景一致。
干扰词处理
当实体中包含无关形容词时（如“老叉叉叉人”），模型可能会提取整个片段（包含干扰词）或只提取后缀（如“人”）。
业务取舍：通常宁愿接受包含干扰词的完整提取，也不建议通过后处理改写，因为这可能引入更大的错误。
多标签数据与模型选择
多标签处理
首先要确认训练数据是否为多标签格式（一条数据对应多个类别）。
然后使用softmax交叉熵损失函数进行处理。
模型选择
推荐使用RoBERTa、DeBERTa等更强的BERT变体，它们相比原始BERT有显著提升。
训练与诊断方法论
诊断方法
在训练集上测试：如果效果差，说明是训练本身的问题。
在新数据上测试：如果效果差，说明是数据覆盖不足的问题。
关键原则
小模型效果的提升主要依赖于完善数据分布，而非复杂的调参。
建议养成“打开黑箱”的习惯，仔细分析每一个错误案例，从而定位并解决问题。
可以使用sklearn或GitHub上的插件工具，输入预测结果即可自动生成各类别PRF统计报告，辅助分析。
模型上线
大模型备案与法务评估
备案类型
如果使用自研或已备案的模型，可以复用备案。
如果需要新备案，需预留 2-3个月的备案周期。
备案流程
如果没有进行过备案，那么需要联合法务、公关等部门进行评。
算法研发与法务侧需要联合进行大模型备案材料的填写，提交审批。
整个过程，约2~3个月。
材料内容
模型访问接口文档
安全黑名单机制
敏感词过滤方案
各类示例数据
实施建议
开发与备案流程并行
法务团队需全程参与
复用已有备案可节省时间
模拟上线与正式上线
模拟上线
由于大模型回复以生成内容为主，直接ToC面客会有生成内容异常的风险，一般可以在测试集群部署完整链路T+1运行前一天的全量数据。让运营侧帮助进行数据标注，一般一周~一个月的时间。如果测试没有问题可以上线。
正式上线
正式上线即将算法系统部署到线上环境，引入线上流量。
如果是系统增强/新系统替换旧系统，⼀般会采用A/B Test⽅式，通过小流量进一步验证系统有效性。
如果是新功能，一般在上述严格流程之后，直接上线接入小流量，然后逐步扩流。
A/B Test
大厂标准：抖音任何功能都需1-3周A/B测试。
实施时机：在系统开发完成具备上线能力后，正式全量上线前进行。
流量概念：指真实用户请求接入量，A/B Test阶段通常先接入小部分流量（5%-10%）。
实验设计：需保证实验组与对照组的流量分布、用户特征完全一致。
替代方案：如无A/B Test平台，可使用T+1数据验证，用前一天数据模拟线上环境。
上线关键指标
TPS/TPM（每秒/分钟Token数）计算：QPS（请求并发量）×单次生成token数。
正向收益：如抖音新功能需A/B测试验证千分之几的正向收益。
风险控制
生成式内容无法100%安全，需建立人工复核机制，重点监控客诉反馈。
运营支持
线上数据监控
人工标注bad case
客诉问题定位
实施要点
明确各阶段流量比例
提前申请硬件资源
监控系统负载变化
资源规划
算法人力配置
AI测试支持需求
硬件资源申请节奏
运营团队配备
RAG 全链路技术栈与微调实践
RAG 技术栈核心模块
核心模块
RAG（检索增强生成）包含三个主要模块：
索引（Indexing）
将文档转化为可检索的格式。核心技术包括 Chunking（分块） 和 Embedding（嵌入）。
检索（Retrieval）
根据用户查询在索引中找到相关信息。关键技术包括 Query Translation（查询翻译）、Query Decomposition（查询分解）和 Multi-query（多查询）。
生成（Generation）
利用检索到的信息生成答案，例如 Self-RAG 等技术。
Chunking 技术
重要性：Chunking 是 RAG 系统中最重要的模块之一。
分层：分块方法有多种，包括固定尺寸（Fixed Size)、递归（Recursive）、文档基础（Document Based）、语义（Semantic）和代理（Agentic）等五种层级。
检索技术
包含向量搜索、混合搜索、图数据库检索等多种方式。
SFT实践
SFT 方法调研
MDCure
核心思想：自动整理高质量的多文档指令数据。
流程：Generation（生成）合成数据，然后进行Filtering（过滤），去除其中的噪声和不真实信息。
Make Your LLM Fully Utilize the Context
关键发现：Lost-In-The-Middle 问题（模型对长文本中间部分理解不佳）源于对开头信息的过度依赖。
解决方案：IN2 训练方法，旨在强调信息可能存在于上下文的任意位置。
数据集制作
长短文本配比：数据集由 80% 的长文本多文档 QA 数据和 20% 的短文本数据组成，以保留模型处理短上下文的能力。
专业领域数据：包含食品安全国家标准、教材等专业领域的业务数据。
数据集组成：总样本量为 72,650 个，其中短文本样本（< 4,096 tokens）占16%，长文本样本（5,800-150,000字）占64%。
微调细节与评估
关键参数
模型：选择了Qwen2.5-32B-Instruct。
上下文长度：设定为 120,000 tokens。
学习率：设置为 1.4e-6。
Loss 分析：训练过程中需要关注训练曲线的异常波动，这可能反映出数据分布存在问题。
评估结果
准确率：从64.17%提升至66.66%。
拒识成功率：从14.5%提升至26.5%。
Lost-In-The-Middle 测试：中间位置的准确率仍然明显低于文本的两端，这表明该问题仍需进一步优化。
结论与未来方向
关键发现：通过微调，模型处理长文本的能力显著提升，但对中间位置信息的处理能力仍需优化。
改进方向：未来应继续优化数据分布和训练策略，以解决中间信息处理不佳的问题。
长上下文方法调研
自注意力机制原理
核心作用
在 Transformer 模型中，多头自注意力（MSA）是唯一能让不同 token 之间进行交互并获取上下文信息的模块。
信息流动与更新
信息基于相关性在模型层间流动和累积，形成更全面的上下文表示。
通过多层迭代，每个 token 的表示变得更加丰富，能够捕捉更深层次的上下文信息。
双重功能
自注意力机制既是上下文选择器（Context selector），也是特征聚合器（Feature aggregator）。
图论建模
因果掩码（Causal Mask）可以被建模为有向图。
有向边 (j, i) 表示 token j 向 token i 提供上下文信息。
这种机制天然导致注意力偏向序列中较早出现的位置。
Qwen2.5 长上下文外推技术
NTK 理论
问题：原始位置编码（如 RoPE）在低维输入时缺乏高频分量，使得模型难以区分相似的 token。
RoPE 优势：通过复数旋转编码引入更多频率分量，增强了位置区分能力。
PI（位置插值）操作的弊端
影响：PI 操作会缩小相邻位置的差距，削弱高频分量。
后果：导致模型的分辨力下降和信息模糊化。
进制基数转换
核心思想：通过扩大进制基数 β 来保持相邻位置的差距不变。
实现：对超出原始窗口的位置，基于新的基数重新计算嵌入。
NTK-aware 插值
方法：高频外推，低频内插。
实现：在最低频率项上乘以一个基数调整系数 λ，以更好地处理长序列。
行业趋势与能力培养
行业趋势
Agent技术成为热点，主流平台（如魔搭、阿里云）都提供了第三方开源的MCP（模型控制协议）。
代码能力提升
代码研究
建议研究 OpenManus 等优质开源项目的GitHub源码，它们的代码风格优秀且功能复杂。
重点提取其中的 Agent MCP 部分作为独立项目进行练习，以理解从本地工具（如LangChain）到远程MCP工具的演进过程。
提升工程化能力
实践路径：
完整走通模型训练的全流程，特别是7B/14B模型的迭代过程。
实现三种协议支持：STDOUT（本地插件）、SSE（远程插件）和Streamable HTTP。
能力培养：
通过拆解成熟框架来锻炼代码重构能力，掌握将开源代码适配企业需求的基本方法。
注意积累实际训练中的技巧和经验。
关键能力培养
模型训练能力：能够完整走通训练周期。
业务理解能力：能够结合具体场景优化模型。
工程实现能力：能够构建可落地的解决方案。
职业发展
算法工程师将分化为基础模型研发和业务应用两个方向。
业务型工程师需要同时具备模型能力和工程落地能力。
资料收集
权威渠道
首选 ACL 等顶尖学术期刊的官方网站，通过关键词搜索可以找到高质量的学术论文。
专业平台
Paper with Code：用于查询最新的技术方案和数据集。
智源社区：在中文领域，这是一个专业的资源平台，提供大量优质论文。
搜索技巧
确保在搜索前先确定准确的技术学名，避免使用模糊的表述，以提高搜索效率和结果质量
如何有效阅读文献
工具辅助：
使用 AI 工具进行逐段翻译和总结，以快速理解论文内容。
对难以理解的段落进行笔记和标注。
阅读节奏
初学者建议每周精读一篇论文。
阅读步骤：遵循“翻译 + 批注 + 总结”的三个步骤来提高理解深度。
能力培养：初期可以通过组织论文分享会来强制输出，加深理解。着重培养对技术术语英文表达的敏感度。
技术调研所需能力与方法
核心能力
材料搜集与筛选能力是最重要的（P0级）。
技术方案评估能力和内容总结提炼能力同样重要（P1/P1.5级）。
优先级：在团队协作中，代码能力高于论文阅读能力，但仍需保持基础的文献阅读量。
工作方法与耗时
标准流程
明确技术需求文档。
检索 Benchmark 数据集。
对比现有技术方案。
注意事项
在评估时，要避免“非自然因素”干扰判断，确保评估的客观性。
在医学等专业领域，需要进行交叉验证，以确保信息的准确性。
典型耗时
完成一次完整的技术调研大约需要一周时间。
数据集筛选平均耗时2-3天。
效率技巧
可以建立个人文献分类管理库，以方便后续查询和使用。
成果交付
交付成果应包括技术方案对比表格，并附上核心论文的阅读笔记。
更多Java –大数据 –前端 –python人工智能资料下载，可百度访问：尚硅谷官网
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